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Робота присвячена питанням прогнозування короткострокової 
динаміки часових рядів криптовалют за допомогою методів ма-
шинного навчання (ML). Проаналізовано методологічні засади, 
переваги та недоліки використання ML-алгоритмів при дослід-
женні фінансових часових рядів. 
Проведено прогнозні розрахунки динаміки трьох найбільш капі-
талізованих криптовалют (Bitcoin, Ethereum, Ripple) на 90-
денний часовий горизонт як за допомогою запропонованого ме-
тоду бінарного авторегресійного дерева (BART), так і з викорис-
танням нейронних мереж (багатошарового персептрону, MLP) та 
ансамблю моделей дерев регресії та класифікації (випадковий 
ліс, RF). Перевагою побудованих моделей є те, що їх застосування 
не накладає жорстких обмежень на статистичні властивості дос-
ліджуваних часових рядів, при цьому в якості предикторів вико-
ристовуються лише минулі значення цільової змінної.  
Проведено порівняльний аналіз прогностичних властивостей 
побудованих моделей, згідно з яким усі моделі в цілому достат-
ньо адекватно описують динаміку досліджуваних криптовалют, 
при цьому похибки прогнозу цін за середньою абсолютною про-
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центною похибкою (MAPE) для моделей BART та MLP склали в 
середньому 3,5 %, а для моделі RF — в межах 5 %. 
Проведені комп’ютерні експерименти підтвердили доцільність 
застосування розглянутих ML моделей для задач короткостроко-
вого прогнозування фінансових часових рядів. Побудовані моделі 
та їх ансамблі можуть бути покладені в основу алгоритмів для 
автоматизованих торгових систем, призначених для інтернет-
трейдінгу. 

Ключові слова: машинне навчання, модель бінарного авторегре-
сійного дерева, випадковий ліс, нейронна мережа, короткостроко-
ве прогнозування, криптовалюта, фінансовий часовий ряд. 
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Работа посвящена вопросам прогнозирования краткосрочной 
динамики временных рядов криптовалют с помощью методов 
машинного обучения (ML). Проанализированы методологичес-
кие основы, преимущества и недостатки использования ML-
алгоритмов при исследовании финансовых временных рядов. 
Проведены прогнозные расчеты динамики трех наиболее капи-
тализированных криптовалют (Bitcoin, Ethereum, Ripple) на 90-
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дневный временной горизонт как с помощью предложенного 
метода бинарного авторегрессионного дерева (BART), так и с ис-
пользованием нейронных сетей (многослойного персептрона, 
MLP) и ансамбля моделей деревьев регрессии и классификации 
(случайный лес, RF). Преимуществом построенных моделей яв-
ляется то, что их применение не накладывает жестких ограниче-
ний на статистические свойства изучаемых временных рядов, 
причем в качестве предикторов используются только предыду-
щие значения целевой переменной. 
Проведен сравнительный анализ прогностических свойств пос-
троенных моделей, согласно которому все модели в целом дос-
таточно адекватно описывают динамику исследуемых крипто-
валют, при этом ошибки прогноза цен, рассчитанные по средней 
абсолютной процентной погрешности (MAPE), для моделей 
BART и MLP составили в среднем 3,5 %, а для модели RF — в 
пределах 5 %. 
Проведенные компьютерные эксперименты подтвердили целе-
сообразность применения рассмотренных ML моделей для задач 
краткосрочного прогнозирования финансовых временных рядов. 
Построенные модели и их ансамбли могут быть положены в ос-
нову алгоритмов для автоматизированных торговых систем, 
предназначенных для интернет-трейдинга. 

Ключевые слова: машинное обучение, модель бинарного авторе-
грессионного дерева, случайный лес, нейронная сеть, краткосроч-
ное прогнозирование, криптовалюта, финансовый временной ряд. 
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This paper is devoted to the problems of the short-term forecasting 
cryptocurrencies time series using machine learning approach. The 
methodological principles, advantages and disadvantages of using 
ML-algorithms in the study of financial time series are analyzed. 
The 90-day time horizon of the three most capitalized crypto-
currencies (Bitcoin, Ethereum, Ripple) dynamics has been estimated 
both using the proposed Binary Autoregressive Tree model (BART), 
and Neural Networks (Multilayer Perceptron, MLP) and an ensemble 
of Classification and Regression Trees models (Random Forest, RF). 
The built models have such advantages as their application does not 
impose strict limitation on the statistical properties of the studied 
time series, with only past values of the target variable being used as 
predictors. 
Comparative performance of the predictive ability of the constructed 
models is carried out, according to which all the models adequately 
describe the dynamics of the cryptocurrencies. Price forecast errors 
calculated by the MAPE for the BART and MLP models were on 
average 3.5 %, and for RF model — within 5 %. 
Computer experiments have confirmed the feasibility of using 
proposed ML-models for the short-term forecasting of financial time 
series. The constructed models and their ensembles can become the 
basis for the algorithms for automated trading systems for online 
trading. 

Keywords: machine learning, binary autoregressive tree model, 
regression and classification tree ensemble, neural network, short-term 
forecasting, cryptocurrency, financial time series. 
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Вступ 

Бурхливий розвиток і впровадження цифрових валют і тех-
нології блокчейн протягом останнього десятиріччя є однією із 
найсуперечливіших і найнеоднозначніших інноваційних техно-
логій сучасної глобальної економіки. Значні коливання курсової 
вартості криптовалют, а також юридична неврегульованість 
операцій з ними у більшості країн світу зумовило значні ризики 
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інвестицій у криптоактиви. Це привело до гострих дискусій щодо 
їх місця та ролі у сучасній економіці. 

Тому питання розробки адекватних методів і моделей про-
гнозування цін на криптовалюти є актуальними як для науко-
вої спільноти, так і для фінансових аналітиків, інвесторів і 
трейдерів. 

З методологічної точки зору можна виділити два принципо-
во різні підходи до вирішення задачі прогнозування курсової 
динаміки. Перший полягає у побудові причинно-наслідкової 
казуальної моделі, яка описує взаємозв’язок між курсовою вар-
тістю активу та іншими макроекономічними змінними. Інший 
підхід ґрунтується на аналізі спостережень досліджуваної змін-
ної, а для здійснення прогнозу використовуються моделі часо-
вих рядів. 

Аналіз останніх теоретичних і прикладних досліджень свід-
чить, що на цінову динаміку криптовалют впливають багато ла-
тентних чинників, при цьому ці ключові фактори (драйвери) ще 
недостатньо вивчені та ідентифіковані [1–4]. Переважна біль-
шість дослідників схиляється до думки, що на курсову вартість 
криптовалют не мають суттєвого впливу фундаментальні фак-
тори, а визначається вона співвідношенням між попитом і про-
позицією. 

Окрім цього, часові ряди криптовалюти характеризуються 
високим ступенем волатильності, нестаціонарністю та негаусів-
ськими законами розподілу [5]. Тому застосування традиційних 
методів прогнозування, що ґрунтуються на використанні казу-
альних моделей, побудованих в рамках відповідної теоретичної 
концепції, або класичних моделей часових рядів виявляється 
малоефективним. 

Останні два десятиріччя до задач прогнозування фінансово-
економічних часових рядів почали застосовуватись методи та 
алгоритми машинного навчання, які розробляються в рамках 
парадигми Data Science [6–8], а для трейдінгу почали використо-
вувати різноманітні автоматизовані торгові системи — боти, які 
побудовані на цих алгоритмах.  

При цьому головна увага дослідників була зосереджена пе-
реважно на використанні таких методів, як нейронні мережі та 
регресії на опорних векторах (Support Vector Regression). За-
стосування цих методів виявилось ефективним для задач про-
гнозування як «традиційних» фінансових активів (фондових 
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індексів, курсової вартості акцій тощо) [9–13], так і для інно-
ваційних фінансових інструментів, зокрема, криптографічних 
валют [14–17]. 

Іншими потужними методами машинного навчання для задач 
прогнозування виявились дерева класифікацій і регресій та їх 
ансамблі (Classification and Regression Tree, C&RT), запропо-
новані Лео Брейманом з колегами [18, 19]. Необхідно заува-
жити, що моделі C&RT є ефективнішими для задач класифіка-
ції та регресії для випадку наявності у моделі пояснюючих 
змінних, але гірше пристосовані для роботи з часовими ряда-
ми [12]. 

У роботах [20, 21] запропоновано модель бінарного аворегре-
сійного дерева, що є узагальненням моделей C&RT для випадку 
скалярних часових рядів. Результати застосування цих моделей 
до задач прогнозування курсової вартості криптовалют показали 
їх більшу ефективність, ніж моделей часових рядів семейства 
ARIMA-ARFIMA.  

 
Мета і завдання дослідження 
Головною метою нашої роботи є побудова ефективної моделі 

короткострокового прогнозування динаміки курсів криптовалют 
з урахуванням результатів проведення порівняльного досліджен-
ня прогностичних властивостей алгоритму бінарного авторегре-
сійного дерева, штучних нейронних мереж та ансамблів регре-
сійних дерев.  

 
Виклад основного матеріалу 
Методологія машинного навчання 
Протягом останнього часу серед дослідників і фахівців фінан-

сового ринку все більшої популярності набуває новий напрям — 
машинне навчання (Machine Learning, ML), який знаходиться 
на стику математичної статистики, методів оптимізації та 
комп’ютерного моделювання, але має також і власну специфіку, 
обумовлену проблемами обчислювальної ефективності та перена-
вчання. Багато методів ML тісно пов’язані з видобутком інформа-
ції та інтелектуальним аналізом даних (Data Mining, DM) і розроб-
лялися як альтернатива класичним статистичним підходам. 

Головною відмінністю ML від класичного моделювання є те, 
що алгоритми самі інтерпретують дані, тобто немає методологіч-
ної необхідності проводити їх початкову декомпозицію. Залежно 
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від мети аналізу ці алгоритми самі «вибудовують» логіку моде-
лювання на основі наявних даних.  

Це дозволяє уникнути складного та тривалого предмодельно-
го етапу статистичної перевірки різноманітних гіпотез щодо дос-
ліджуваного процесу. У зв’язку з цим основна задача досліджен-
ня зводиться до перевірки здатності методів ML ефективно 
аналізувати часові ряди криптовалют (як скалярні, так і векторні), 
виявляти в них приховані паттерни та часові кореляції, що є ос-
новою для здійснення якісних прогнозів. 

Вся сучасна технологія ML побудована на концепції шаблону 
(паттерну), що відображає фрагменти багатоаспектних зв’язків 
аналізованих даних, зокрема закономірності, які характерні для 
певних їх наборів. Важливою особливістю ML є те, що методи, 
які використовуються для пошуку шаблонів, не передбачають 
апріорної структури даних, їх статистичних властивостей і типу 
взаємозв’язків. 

У рамках парадигми ML розроблено низку потужних підходів, 
методів та алгоритмів: нейронні мережі (Artificial Neural Network, 
ANN), метод опорних векторів (Support Vector Machine, SVM), 
дерева класифікацій і регресій (Classification and Regression Tree, 
C&RT), ансамблі дерев регресій і класифікацій (Random Forest, 
RF; Gradient Boosting, XGBoost), глибокі нейронні мережі та 
глибоке навчання (Deep Learning, DL), ядерні методи (Kernel 
Methods) тощо [6]. 

Серед методів машинного навчання найбільшої популярно-
сті одержали нейронні мережі різноманітної архітектури, зок-
рема мережі глибинного навчання. Численні емпіричні дослі-
дження свідчать про ефективність застосування ANN до задач 
розпізнавання образів, аналізу зображень і голосових повідом-
лень, машинного перекладу тощо. Їх усе частіше використо-
вують для аналізу та прогнозування часових рядів, зокрема у 
фінансовій сфері. У роботах [9, 10, 14] показано, що ANN ма-
ють кращі прогностичні властивості, ніж моделі часових рядів 
та інші алгоритми ML для задач прогнозування фінансових по-
казників. 

Іншим потужним класом моделей ML є дерева регресій і кла-
сифікацій та їх ансамблі. Але питанням застосування для задач 
аналізу часових рядів алгоритмам даної групи було приділено 
значно менше уваги, зокрема і в фінансовій сфері [12, 13]. 
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Кожен з цих методів і підходів має власні переваги та недолі-
ки. Беззаперечною перевагою зазначених методів є те, що вони: 

− не потребують жодних апріорних знань та/або припущень 
щодо вхідних даних; 

− мають високий рівень автоматизації, тобто математичний 
апарат для їх реалізації присутній у більшості програмних проду-
ктів з інтелектуального аналізу даних; 

− здатні опрацьовувати масиви різнорідних даних як кількіс-
них (метричних), так і якісних (категоріальних). 

Серед недоліків як ANN, так і C&RT, є їх схильність до пере-
навчання (overfitting) та велика кількість гіперпараметрів, що 
потребують налаштування. Перенавчання моделі призводить до 
того, що похибки прогнозу можуть суттєво зростати при застосу-
ванні моделі до нових (або при збільшенні вибірки) даних.  

Для ANN притаманна «непрозорість» функції, що описує за-
лежність між вхідними та вихідними нейронами, та значні витра-
ти часу на налаштування. Крім того, вибір архітектури мережі, 
кількості прихованих шарів, нейронів на кожному з них і функцій 
активації в загальному випадку є нетривіальною задачею. 

До головних недоліків моделей дерев регресії та класифікації 
відносять їх меншу точність для задач регресії (порівняно, на-
приклад, з ANN) та неоднозначність вибору кращого фінального 
дерева (для задачі прогнозу). Але їх перевагами є те, що вони є 
інтуїтивно зрозумілими та простими при візуалізації та інтерпре-
тації, тобто є прозорими для аналізу.  

Однак надто складні розгалужені дерева також важко підда-
ються змістовній інтерпретації, тому при їх використанні дово-
диться шукати компроміс між складністю дерева та його точніс-
тю. Ця проблема притаманна для переважної більшості ML 
алгоритмів. 

Що стосується алгоритму RF, який полягає у побудові ансам-
блю простих класифікаторів (дерев) та одержанні усередненої 
оцінки прогнозу кожного з дерев, які будуються на різних під-
множинах ознак та випадково обраних навчальних підвибірках 
даних, то він набагато менш схильний до перенавчання, проте з 
точки зору змістовної інтерпретації є не надто «прозорим». 

Ми будемо використовувати технологію машинного навчання 

з вчителем (supervise learning), тобто навчальна та тестова вибір-

ки містять класифікаційний набір прикладів. У нашому випадку 
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це значення прогнозу цільової змінної на один крок вперед (one 

step ahead forecast) Yt при відомих значеннях цільової змінної у p 

попередні моменти часу 
pttt YYY −−− ,...,, 21
 (рис. 1). 

f̂

1tY −


2tY −

ptY −

tŶ

 

Рис. 1. Модель чорної скриньки для здійснення прогнозу 

 
Таким чином, наша гіпотеза полягає у тому, що  

( ) ( ) ,,,,...,,,,...,, 11121 TtpYYYYFYYYYP tptptttt = −+−−−  (1) 

де ( ) ,F  — сімейство умовних розподілів імовірності, що 

представляють модель;   — вектор невідомих параметрів; T — 

кількість спостережень у вихідному часовому ряді (навчальній 

вибірці). 

При цьому функція гіпотези має вигляд: 

 ( ) .,,...,,ˆˆ
11 ttptptt YYYfY += −+−−  (2) 

Тобто в якості факторів або ознак (в ML термінології — «фіч», 

feature) ми використовуємо лише минулі значення цільової 

змінної. 
Для здійснення прогнозу динаміки криптовалют та порівняння 

прогностичних властивостей різних ML алгоритмів ми викорис-
тали три моделі: алгоритм бінарного авторегресійного дерева 
(Binary Auto Regressive Tree, BART), модель багатошарового пер-
септрона (Multilayer Perceptron, MLP) та модель ансамблю дерев 
регресії «випадковий ліс» (RF). 

Загальну схему проведення нашого дослідження представлено 
на рис. 2. 
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Рис. 2. Концептуальна схема проведення дослідження 

 
Необхідно зауважити, що при застосуванні методів ML дово-

диться вирішувати проблему «bias-variance trade-off», яка полягає 
в тому, що при настроюванні параметрів моделі доводиться шу-
кати компроміс між похибкою прогнозу, зумовленою його змі-
щенням (Bias), та нестабільними значеннями параметрів (Var): 

( ) ( )( ) ( ) ( ) 2
2 ˆˆˆ ++=





 −= fVarfBiasYfYMYPE 2
ttt

, (3) 

де PE(Yt) — похибка прогнозу для довільного момену часу t; M(·) — 

оператор математичного сподівання; ( )tt YfY ˆ,  — точне значення 

часового ряду та його прогнозована оцінка, відповідно; Bias(·) — 

середнє зміщення прогнозу по усіх наборах даних; Var(·) — дис-

персія похибки, яка в загальному випадку залежить від кількості 

параметрів моделі та їх точності (дисперсії); σ2 — неусувна похибка. 
 
Модель бінарного авторегресійного дерева 
Бінарне авторегресійне дерево (BART) — модель дерева кла-

сифікації та регресії, на листях якого містяться авторегресійні 
моделі ARIMA [20, 21]. Ця модель є узагальненням стандартних 
моделей C&RT та адаптацією до задач прогнозування часових 

Вихід
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Збір даних

Навчальна вибірка Тестова вибірка

Розмічений вхід Розмічений вхід
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рядів. BART поєднує класичний алгоритм C&RT [18] та стандарт-
ні авторегресійні моделі ARIMA Бокса-Дженкінса.  

У BART для аналізу часового ряду застосовується метод «ві-

конного» перетворення даних. Цільова змінна Yt в даному алго-

ритмі залежить від p попередніх значень досліджуваного часово-

го ряду pttt YYY −−− ,...,, 21 . 

Таке розділення вхідного простору на сегменти (рис. 3) дозво-
ляє побудувати для кожного з них власну (локальну) модель та 
представити кусково-задану функцію як дерево авторегресії в ін-
туїтивно наглядній формі. 

 

Рис. 3. Умовний приклад розбиття даних  
з двома лаговими змінними на підмножини 

 
При побудові BART кількість гілок (розгалужень) на кожному 

рівні дорівнює 2, оскільки будується бінарне авторегресійне де-
рево (тобто таке, яке має двох нащадків з кожного вузла). Процес 
побудови авторегресійного дерева виконується послідовно (іте-
раційно) та описується наступним алгоритмом [20, 21]. 

Етап 1. На першому кроці визначається порогове значення 
для розщеплення початкового (кореневого) вузла, яке береться як 

tY

1tY −

2tY −
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медіана Ме (другий квантиль Q50%) навчального ряду (вибірки) Y 
до моменту часу t (Yt) і розраховується за формулою: 

( ) ( )maxmin
%50 *5,0

tt
YYQYMe t +== ,  (4) 

де maxmin , 
tt

YY  — мінімальне та максимальне значення часового 

ряду Y до моменту часу t.  

Медіана часового ряду визначається як медіана розподілу реа-

лізації випадкової величини до моменту часу t. Для стаціонарно-

го ряду та ряду з симетричним розподілом ця величина не зале-

жить від моменту спостереження і тоді вибіркова медіана буде 

співпадати з середнім значенням усього часового ряду, тобто 

( ) YYMe t = .  

Авторегресійна оцінка дерева на першому рівні розбиття буде 
мати вигляд: 

 ( ) ( ) ( )1-tR
tt YIYMeYf = , (5) 

де R — простір даних піддерева (на першому кроці вся навчальна 

вибірка); ( )1t-R YI  — індикаторна функція простору, що набуває 

бінарних значень (фактично це набір правил потрапляння змінної 

Yt-1 у лівий або правий підпростори даних). На першому кроці 

весь часовий ряд за критерієм ( ) TtptYMeY t
t − :1  розбива-

ється на дві підмножини: 

( )  ( )  TtptYMeY:RYR,YMeY:RYR t
tt

t
tt == −−−− :   112111 . 

Етап 2. На другому кроці обирається одна з підмножин, одер-

жаних на першому кроці, яка також поділяється на дві частини. 

Визначається лагова змінна для розщеплення, наприклад t-kY , 

( )pk ,...,2,1 , та будуються спадкові лівий R1 і правий R2 підпро-

стори даних (для спрощення запису індекси номеру ітерацій ми 

опустили): 

    TtptY:RYR,Y:RYR ktktktkt == −−−− :   21 .   (6) 
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Тоді регресійна оцінка на наступному рівні розбиття набуває 
вигляду 

 ( ) ( ) ( ) ( ) ( ),
11

2

2

1

1

ktR
I

i
ktktR

I

i
kt

t YIY
N

YIY
M

Yf −−−− 







+








=   (7) 

де ( ) 11 , RYiI i
kt = − , ( ) 22 , RYiI i

kt = −  — множина індексів спостере-

жень ( )i
ktY − , що потрапляють у підпростори R1 та R2, відповідно;  

M, N — кількість елементів у цих підпросторах. Тут нижній індекс 

t–k характеризує лаг спостереження (предиктора), за яким буде 

здійснюватись розщеплення, а верхній індекс у дужках (i) — це 
номери спостережень ktY − Ttpt  : , що потрапляють у лівий R1 

і правий R2 підпростори даних після здійснення розщеплення. 
Фактично, регресійна оцінка (7) є середнім арифметичним 

спостережень, що потрапили у лівий і правий підпростори даних 
після здійснення розщеплення. 

Необхідно зауважити, що як у класичному алгоритмі Брейма-
на C&RT [18], так і його модифікаціях (наприклад, CHAID, 
С.4.5), незважаючи на його назву (дерево регресії та класифіка-
ції), насправді прогноз не здійснюється за допомогою регресійної 
моделі. В якості прогнозу обирається середнє арифметичне спос-
тережень, які потрапили у відповідний підпростір даних (атомар-
ний вузол-лист дерева, який не підлягає подальшому розщеплен-
ню). Тому в якості прогнозованого значення береться константа, 
одержана за формулою виду (7) (після виконання певної кількос-
ті кроків алгоритму).  

Отже, для використання класичного алгоритму C&RT та його 
модифікацій для задач прогнозування часових рядів необхідно 
будувати складні розгалужені дерева, намагаючись одержати на 
листках дерева невелику кількість однорідних спостережень. А 
це, як було зазначено вище, досить часто призводить до перена-
вчання моделі та, як наслідок, до значних похибок прогнозу на 
контрольній (або тестовій) вибірці, яку не було використано при 
оцінці параметрів моделі. 

Для подолання цього недоліку класичного алгоритму нами 
було запропоновано будувати на листках локальні авторегресійні 
моделі ARIMA, які здатні краще апроксимувати дані, що потра-
пили у певну підмножину (лист дерева) після виконання деякої 
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кількості кроків розбиття простору вхідних даних. Оцінкою кра-
щого розбиття за усією моделлю BART є найменша сума квадра-
тів різниць: 

( ) ( )( )
+=

−−−−=
T

pt
ptttt YYYfY

T
fR

1

2

21 ,...,,ˆ1ˆ ,      (8) 

де ( )f̂  — функція гіпотези (2). В алгоритмі BART в якості цієї 

функції нами було запропоновано обирати модель типу ARIMA. 
Етап 3. Для кожного вузла, одержаного на попередньому 

кроці, здійснюється пошук нового кращого розщеплення. Для 
цього задаються два аргументи: змінна Yt-k, k ϵ(1,2…, p), за якою 
буде здійснюватись розщеплення (сплітування), та порогове зна-
чення цієї змінної α.  

У дослідженні ми використовували в якості порогових зна-
чень квантилі відповідного емпіричного розподілу випадкової 
величини Y (значення, яке задана випадкова величина не переви-
щує з певною ймовірністю):  

( ).,,,,,, %90%75%60%50%40%25%10 QQQQQQQ        (9) 

З можливих на цьому кроці варіантів розщеплення обирається 
«краще» за прийнятим правилом. Ці процедури проводяться ана-
логічно алгоритму C&RT. Відмінність полягає в прийнятих пра-
вилах, критеріях оцінки та зупинці розщеплення. У BART запро-
поновано альтернативний критерій обрання кращого розщеплення 
(або критерій інформативності) на основі показника ентропії, 
оскільки це приводить до зменшення складності дерева. У даному 
алгоритмі визначається ентропійний інформаційний виграш. 

Вихідна ентропія всієї вибірки на першому кроці буде 

( )NMH ,ˆ . В якості функції ентропії ми використали ентропію 

Шенона (10). Вона характеризує кількість інформації (або, інши-
ми словами, ступінь невизначеності) щодо початкового поділу 
вибірки на два класи (підмножини), що здійснюється на першому 
етапі згідно порогу (4). Частотна ймовірність потрапляння певно-

го спостереження буде дорівнювати 
NM

M

+
 та 

NM

N

+
 для лівого 

R1 та правого R2 підпростору, відповідно. 
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На кожному кроці оцінюється ймовірність як частота відне-
сення деякого спостереження Yt-k, k ϵ(1,2…, p) для ,,...,1 Tpt +  

до певної підмножини (піддерева) і розраховується ентропія Ĥ  

l-ї підвибірки до здійснення розщеплення ( Yy l  ): 

 ( ) 








+
+

+
=

NM

n

NM

m
HnmH ,ˆ ,  (10) 

де m, n — кількість спостережень, які відповідають умовам належ-
ності підмножинам R1 і R2 для відповідного вузла до здійснення 
розщеплення за обраним предиктором ( )NnMm  , .  

Після здійснення l-го розщеплення в обраному вузлі за певним 
предиктором Yt-k 

(внаслідок чого ми отримаємо додаткову інфор-
мацію ϕ щодо приналежності певного спостереження відповід-

ному підпростору даних) ентропія підвибірки ll
Ry 11   буде 

( )nmH ,ˆ , а ймовірність появи об’єкта з цієї вибірки буде обчис-

люватись як 
NM

nm

+

+
. Аналогічно для вибірки 

ll
Ry 22   ентропія 

буде ( )nNmMH −− ,ˆ  з відповідною імовірністю 
( ) ( )

NM

nNmM

+

−+−
.  

Тут lR1  та lR2  — лівий і правий підпростори даних після здій-

снення l-го розщеплення, а 
l

y1  та 
l

y2  — множини спостережень 

( )i
ktY − , що потрапили у ці підпростори, 

lll
yyy = 21 . 

Таким чином, ентропія всієї вибірки після отримання інфор-
мації ϕ обчислюється за формулою 

( ) ( ) ( )nNmMH
NM

nmNM
nmH

NM

nm
nmH −−

+

+−+
+

+

+
= ,ˆ)(

,ˆ,ˆ .  (11) 

Вираз (11) показує ентропію вибірки після того, як стало відо-
мо, що при здійсненні розбиття певного вузла за умовою Yt-k ≤ α 
предиктор Yt-k виділив m спостережень із M і n спостережень із N. 
У такому разі зменшення ентропії складатиме 

( ) ( ) ( )nmHnmHy,IGain l
C ,ˆ,ˆ

−= , (12) 

що називається ентропійним інформаційним виграшем.  
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Тут перший доданок характеризує ентропію у батьківському 
вузлі, а другий (обчислений за (11)) є зваженою сумою ентропії у 
вузлах нащадках після розщеплення.  

Отже, вираз (12) характеризує зменшення вибіркової ентропії 
(або приріст інформації) до і після здійснення розщеплення в об-
раному вузлі за певним предиктором (в нашому випадку лаговою 
змінною Yt-k). 

Таким чином, для здійснення кожного наступного розщеплен-
ня обирається той вузол та лагова змінна (і, відповідно, порогове 
значення α), які забезпечать максимальне зменшення ентропії 
(12).  

Етап 4. На наступному кроці здійснюється оцінка «вартості» 
дерева, яка характеризує співвідношення між точністю апрокси-
мації та складністю (розгалуженістю) побудованого дерева.  

У BART вартість дерева визначається на основі критерію ран-

ньої зупинки. В якості такого критерію ми використовували роз-

ширений байєсівський інформаційний критерій (Extended 

Bayesian Information Criterion, EBIC), який мінімізує статистику 

( ) ( ) ( ) bTJfRTEBIC ln2lnˆln ++= ,   (13) 

де T — кількість прикладів навчальної вибірки; ( )fR ˆ  — серед-

ньоквадратична похибка (8); J — кількість параметрів налашту-

вання моделі; b — величина, яка характеризує складність моделі 

та дорівнює добутку розміру дерева (кількість розгалужень у де-

реві) на кількість лагових змінних (p).  

Таким чином у виразі (13) перший доданок — це значення ло-

гарифмічної функції середньоквадратичної похибки, а другий є 

штрафом за складність моделі. 
Етап 5. Розщеплення вузлів проводиться до тих пір, поки зна-

чення статистики EBIC зменшується. Якщо обране розщеплення 
ефективне за ентропійним інформаційним виграшем (12), то пот-
рібно його виконати та перейти знову до етапу 3 (розглянути інші 
неопрацьовані вузли). В іншому випадку побудоване дерево вва-
жається оптимальним, а процедура виконання алгоритму BART — 
завершеною. 

Оскільки кінцевою метою наведеного алгоритму є прогнозу-
вання, то на вузлах-листях нами запропоновано будувати стан-
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дартну авторегресійну модель класу ARIMA, яка є базовою галу-
зевою моделлю аналізу та моделювання часових рядів. 

Як у цілому для регресійних дерев C&RT, так і, зокрема, для 
BART, процедура спрощення (тобто ранньої зупинки розгалужен-
ня дерева) є важливішою, ніж для дерев класифікації. Це поясню-
ється тим, що дерева регресії, як правило, є складнішими та роз-
галуженішими, оскільки діапазон значень досліджуваного 
показника (наприклад, ціни криптовалюти) значно ширше, ніж 
для якісних (категоріальних) даних. 

 
Модель «випадкового лісу»  
Алгоритм випадкового лісу ґрунтується на побудові ансамблю 

класифікаційних (регресійних) дерев, кожне з яких утворюється з 
підвибірок вихідної навчальної вибірки з використанням беггінгу 
(скорочення від «bootstrap aggregating») [19]. Беггінг — це метод 
створення ансамблю моделей на основі різних випадкових вибі-
рок з вихідного набору даних. Вибірки формуються рівномірно із 
заміною і називаються підсилюючими вибірками (bootstrap 
samples) [6]. 

Ефективність беггінгу досягається завдяки тому, що базові ал-
горитми, які пройшли навчання на різних підвибірках, будуть 
суттєво відрізнятись один від одного, при цьому їхні помилки 
взаємно компенсуються при «голосуванні». А також за рахунок 
того, що об’єкти-викиди (аномальні спостереження, стрибки ча-
сового ряду) можуть не потрапляти до деяких навчальних під-
вибірок. 

Беггінг особливо корисний у поєднанні з деревоподібними 
моделями, які є чутливими до зміни навчальних даних. В алго-
ритмі RF беггінг поєднується з методом випадкових підпросто-
рів, коли кожне дерево будується за різними випадково обраними 
підмножинами ознак (фіч), які називаються вибірками підпрос-
тору (subspace sampling). 

Метод випадкових підпросторів дозволяє знизити корельова-
ність між деревами та уникнути перенавчання, оскільки базові 
алгоритми навчаються на різних підмножинах ознак, які також 
обираються випадковим чином. 

У результаті, різноманіття ансамблю буде ще більшим, при 
цьому зменшується час його налаштування, оскільки кожне з 
дерев можна навчати паралельно. Одержаний у такий спосіб 
ансамбль називається випадковим лісом (random forest, RF). 
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RF метод застосовується як для задач класифікації, так і для 
регресії, крім цього за допомогою RF також можна проводити 
відбір предикторів і пошук відхилень при аналізі даних.  

Значення прогнозу з використанням алгоритму RF знаходить-
ся шляхом усереднення прогнозів, одержаних кожним деревом 
ансамблю (або «голосуванням» дерев для задач класифікації). На 
відміну від окремих дерев, цей алгоритм набагато менше схиль-
ний до перенавчання та дає більш чутливу (гнучку) границю 
прийняття рішень. 

 
Модель нейронної мережі 
В якості моделі ANN ми використали найпростішу та найпо-

ширенішу архітектуру багатошарового персептрона з одним 
вхідним шаром нейронів, одним прихованим шаром і вихідним 
шаром, що містить один вихід — оцінку прогнозу досліджувано-
го часового ряду на один крок (рис. 4). 

Незважаючи на таку просту архітектуру, згідно з теоремою 
Колмогорова внаслідок використання суперпозиції нелінійних 
функцій активації на прихованому та вихідному шарах мережі 
можна виявити складні нелінійні паттерни в даних і змоделювати 
з достатньою точністю невідому нелінійну функцію досліджува-
ного часового ряду. 

 

1

2

p



1tY −



2tY −

ptY −

1

2
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Рис. 4. Модель тришарового персептрона 
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Значення виходу мережі залежать від її конфігурації, вагових 
коефіцієнтів міжнейронних зв’язків та функцій активації нейро-
нів прихованого та вихідного шарів: 

 , (14) 

де ( ) gf ),(  — функції активації нейронів прихованого та вихід-

ного шару, відповідно; wi — ваги зв’язків між i-им нейроном 

прихованого шару та виходом мережі; ωji — ваги зв’язків між  

j-им нейроном вхідного та i-им нейроном прихованого шарів;  

b0, bi — зміщення (bias) нейронів вихідного та прихованого 

шарів. 
У процесі навчання MLP, яке полягає у знаходженні вагових 

коефіцієнтів (синаптичних ваг), використовується функція по-
хибки (error or cost function), що визначає різницю між цільовою 
змінною та виходом мережі (аналогічно до (8)). Пошук мінімуму 
функції похибки здійснювався за допомогою методу градієнтно-
го спуску (gradient descent), втіленого в алгоритмі зворотного 
поширення похибки (back-propagation algorithm). 

 
Статистична база дослідження 
Для чисельної реалізації моделей короткострокового прогно-

зування динаміки криптовалют з використанням алгоритмів 
BART, RF і MLP було обрано часові ряди щоденних котирувань 
трьох найбільш капіталізованих (станом на 21.08.2019) криптова-
лют: біткоіна (BTC), ефіріума (ETH) та ріпла (XRP). Вибірка 
даних складає 1482 спостереження за період з 01.08.2015 по 
21.08.2019 за інформацією сервісу Yahoo Finance [22].  

Для аналізу було обрано ціни закриття, які було взято як в 
абсолютному вираженні, так і в натуральних логарифмах, що до-
зволяє стабілізувати варіативність (дисперсію) досліджуваних 
рядів (рис. 5).  

Перші 1392 спостереження для побудованих нами моделей 
було розділено у співвідношенні 80 % на 20 % між навчальною та 
тестовою вибіркою та використано для оптимізації структури і 
параметрів моделей, а останні 90 спостережень було зарезерво-
вано для оцінки якості прогнозу на незалежних даних. 
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Емпіричні результати 
Оскільки усі три типи моделей для здійснення прогнозу вико-

ристовують лише минулі спостереження досліджуваного часового 
ряду, то одним із головних завдань їх ідентифікації є вибір глиби-
ни лагу p. Згідно з результатами багатьох емпіричних досліджень, 
для «традиційних» фінансових активів (фіатних валют, фондових 
та товарних індексів, курсів акцій тощо), які торгуються протя-
гом п’яти днів на тиждень, існує циклічний лаг, який є кратним 5, 
якщо використовувати щоденні спостереження [10, 11]. 

 

 

Рис. 5. Динаміка щоденних цін закриття BTC, ETH та XRP  
за період 1.08.2015 — 21.08.2019 (дол. США, логарифмічна шкала) 

 
Оскільки криптовалюти торгуються у режимі 24/7, то цілком 

очікуваним буде наявність сезонного лагу, кратного 7 дням. 
Проведення кореляційного аналізу із використанням автокоре-
ляційної та часткової автокореляційної функції підтверджує 
нашу гіпотезу: для усіх трьох досліджуваних коінів наявні ста-
тистично-значущі кореляції на лагах 7, 14, 21, 28, окрім цього 
існують кореляції і на деяких інших лагах. Схожі результати 
одержано, зокрема, у роботах [5, 17].  

Для здійснення короткострокового прогнозу ми тестували 3 
класи моделей (BART, RF, MLP) з різною глибиною лагу 
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p = 7, 14, 21 для кожної з криптовалют. Модельні розрахунки для 
MLP і RF проводились у пакеті Satistica 8.0, а для реалізації алго-
ритму BART було використано MS Azure Machine Learning Studio 
із застосуванням R-скрипту. 

Згідно з прийнятою нами гіпотезою щодо глибини лагу в яко-
сті моделей MLP ми тестували такі архітектури:  

− із 7 вхідними та від 4 до 12 нейронів прихованого шару;  
− із 14 вхідними та від 5 до 15 нейронів прихованого шару; 
− із 21 вхідними та від 6 до 21 нейронів прихованого шару. 
В якості функцій активації було обрано такі найпоширеніші 

функції, як логістична, гіперболічний тангенс, експоненційна та то-
тожна (лінійна). Навчання мереж для кожної з криптовалют і різних 
значеннях лагу (кількості вхідних нейронів) проводилось протягом 
100 епох, з яких для кожного випадку обиралось п’ять кращих (з 
точки зору мінімальної похибки PE (3) на тестовій вибірці та відпо-
відності залишків моделі нормальному розподілу) архітектур.  

Остаточний прогноз для кожної з криптовалют було одержано 
як розрахунок ансамблю мереж, тобто середньоарифметичне 
п’яти відповідних кращих моделей MLP. 

Для реалізації RF ми встановили такі метапараметри: загальна 
кількість дерев 200, максимальна глибина дерева 10, кількість 
предикторів у кожному дереві — 3, 5, 7 для моделей RF-7, RF-14 
та RF-15, відповідно. 

Для реалізації BART було обрано максимальну глибину дерева 
15, а мінімальна кількість прикладів (спостережень) у вузлі до-
рівнювала 20. Розрахунки було здійснено як для абсолютних зна-
чень цін, так і для їх логарифмів.  

Для оцінки точності прогнозу ми скористались такими метри-
ками, як середня абсолютна процентна похибка (Mean Percentage 
Absolute Error, MAPE) та середньоквадратична похибка (Root 
Mean Square Error, RMSE), що розраховуються за формулами:  
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Cлід зазначити, що показник RMSE можна застосувати тільки 
для оцінки якості різних прогнозів для одного фінансового ін-
струменту (часового ряду). Він надає інформацію про величину 
похибки, але не про те, наскільки ця похибка велика у порівнянні 
з реальним значенням котирування. На відміну від RMSE, MAPE 
у процентах дозволяє оцінити ефективність прогнозів як окремих 
моделей, так і їх ансамблів для різних активів і порівнювати їх 
між собою. 

Необхідно зауважити, що точність прогнозу за метриками (15) 
для логарифмів цін досліджуваних часових рядів виявилась у 
цілому не вищою, ніж для абсолютних значень цін. Цей факт 
підтверджує тезу про значно меншу чутливість алгоритмів ML, 
зокрема моделей нейронних мереж, регресійних дерев і їх ансам-
блів до статистичних властивостей досліджуваних рядів, ніж кла-
сичних статистичних та економетричних методів. 

На рис. 6–8 наведено остаточні результати прогнозування ди-
наміки абсолютних значень цін досліджуваних криптовалют на 90-
денний часовий горизонт, який здійснювався за технологією одно-
крокового прогнозу без переналаштування параметрів моделей. 

 

 

Рис. 6. Прогноз динаміки BTC (лаг p=14) 
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Рис. 7. Прогноз динаміки ETH (лаг p=21) 
 

 

Рис. 8. Прогноз динаміки XRP (лаг p=14) 
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Безпосередній аналіз графіків дозволяє зробити висновок про 
в цілому достатньо адекватне слідування моделей реальним да-
ним, враховуючи складну осцилюючу динамічну поведінку дос-
ліджуваних рядів, при цьому для BTC простежується наявність 
зростаючої тенденції, а для ETH та XRP — навпаки. 

Також можна побачити, що всі моделі, незважаючи на в ціло-
му адекватне врахування наявних тенденцій динаміки криптова-
лют, демонструють певне запізнення щодо реальних даних.  

Підсумкові результати оцінки точності прогнозу на 90 днів за 
усіма моделями для досліджуваних рядів наведено у табл. 1. 

Таблиця 1 

РЕЗУЛЬТАТИ ОЦІНКИ ТОЧНОСТІ ПРОГНОЗУ 

Модель 
BTC ETH XRP 

MAPE, % RMSE MAPE, % RMSE MAPE, % RMSE 

Глибина лагу p=7 

BART-7 3,71 535,2 3,39 11,74 3,07 0,0154 

RF-7 7,11 971,9 7,44 21,8 3,94 0,0196 

MLP-7 3,69 529,8 3,53 12,17 3,07 0,0153 

Глибина лагу p=14 

BART-14 3,83 541,9 3,37 11,86 3,42 0,0167 

RF-14 5,6 756,9 6,48 19,82 4,08 0,0203 

MLP-14 3,95 559,1 3,51 12,16 3,41 0,0162 

Глибина лагу p=21 

BART-21 3,94 558,5 3,69 12,55 3,83 0,0183 

RF-21 5,54 739,3 4,52 14,55 3,92 0,0212 

MLP-21 4,28 610,8 3,84 13,17 2,98 0,0151 

 
Як свідчать результати моделювання, наведені в табл. 1, точ-

ність прогнозу як алгоритму BART, так і MLP виявилась значно 
вищою для усіх лагів і рядів, ніж для алгоритму RF. Порівняно 
невисока точніcть прогнозування RF може бути обумовлена тим, 
що для його ефективної реалізації необхідне використання знач-
но більшої кількості факторів. Можна побачити, що точність RF 
зростає при збільшенні глибини лагу. 
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Що стосується порівняння ефективності MLP і BART, то як 
свідчать дані рис. 6–8 та табл. 1, ці моделі показали точність од-
ного порядку: найменша похибка для BTC склала 3,69 % (модель 
MLP), для ETH — 3,37 % (BART), для XRP — 2,98 % (MLP).  

Дещо неочікуваною виявилось незначне зменшення точності 
як MLP, так і BART (принаймні для BTC та ETH) при збільшенні 
глибини лагу. На нашу думку, це може бути пов’язано з пере-
навчанням зазначених моделей. 

 
Висновки та перспективи подальших досліджень 
Одержані нами результати моделювання короткострокової 

динаміки криптовалют дозволяють зробити висновок щодо ефек-
тивності використання для вирішення подібних задач методів та 
алгоритмів машинного навчання, зокрема, моделей нейронних ме-
реж, регресійних (авторегресійних) дерев та їх ансамблів. Згідно з 
результатами проведеного дослідження, ці моделі дозволяють зро-
бити короткостроковий прогноз із похибкою в межах 3–4 %.  

При цьому необхідно зауважити, що ми використовували ли-
ше мінімальний набір даних — тільки лагові значення досліджу-
ваних рядів (цін закриття). Точність прогнозу можна підвищити, 
якщо використовувати більш повний дата сет, наприклад, вклю-
чити до моделей такі фактори, як ціни відкриття, максимальна, 
мінімальна та середня ціна, обсяг торгів тощо. Окрім цього мож-
на використовувати також різноманітні індекси, осцилятори, зок-
рема плинні середні різних порядків, що враховують динаміку 
тренду. 

Щодо використання для задач прогнозування фінансових часо-
вих рядів моделей нейронних мереж, то в цій роботі ми застосува-
ли просту модель мережі персептронного типу з одним прихова-
ним шаром. Використання мереж із більш складною архітектурою: 
рекурентних, самоорганізованих, глибинного навчання тощо має 
також підвищити точність прогнозних розрахунків. 

Підсумовуючи, зауважимо, що, на наш погляд, перспективним 
напрямом розвитку технологій прогнозування фінансових часо-
вих рядів є побудова комбінованих деревоподібних моделей і 
нейронних мереж, зокрема ансамблів моделей типу випадкового 
лісу, в якому в якості атомарних дерев використовують моделі 
BART, при цьому в якості елементарних предикторів у деревах 
типу BART можна використати замість регресій (авторегресій) 
мережі персептронного типу. 
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